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ZASTOSOWANIE SIECI BAYESOWSKICH
DO MODELOWANIA ROLNICZEGO PROCESU PRODUKCYJNEGO

Streszczenie

Zastosowanie sieci bayesowskich do modelowaniaiczdgo procesu pro-
dukcyjnego oraz wspomagania decyzji odne wyboru dziata produkcyj-
nych przedstawiono z perspektywy budowania kompuigch systemow re-
prezentacji wiedzy. Metodgk budowania modeli sprowadzono do
projektowania odpowiednich modutéw rozpoznawangmedykcji i aczenia
ich wedtug okrélonych regut. Zaproponowammetod oméwiono na przy-
ktadzie modelowania produkcji pszenicy ozimej.

Stowa kluczowe:systemy reprezentacji wiedzy rolniczej, modelowarie-
cesow produkcyjnych, sieci bayesowskie, reguty nemgmaciji i kompozycji

Wprowadzenie

Reprezentacja wiedzy w postaci modeli komputerowydbudowanych w infor-
matyczmn infrastruktue zaradzania procesami jest jednym z paradygmatow sys-
temow produkcji opartych na wiedzy i informacji.cheologia sieci bayesowskich
pozwala na szybkie, niemal zautomatyzowane przaksatie wiedzy ekspertéw,
wyrazonej werbalnie lub zapisanej wzyku naturalnym, w postamodeli kompu-
terowych. Programy wspomageg & technologt oparte § na gzykach progra-
mowania wizualnego i przejrzystych schematach kptusdizacyjnych, co w pat
czeniu z automatycznymi generatorami koddadtowych sprawiaze budowanie
modeli komputerowych przestajedgomen programistow. Pisanie kodu przesta-
je by najtrudniejszym etapem modelowania. Z kolei, fgkmodeli nadal zaley

od jakaci konceptualizacji problematyki modelowanej dziegz a ta wymaga
glebokiej wiedzy nie tylko teoretycznej ale roOwaipraktycznej i dlatego modele
komputerowe konkretnej dziedziny przedmiotowe] poem tworzy specjalista
w tej dziedzinie. Stwierdzenie to dotyczy zbmych dziedzin empirycznych, takich
jak inzynieria rolnicza.
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Celem przedstawionej pracy jest proba pokazaniaapo (metody) przégia od
nieformalnej konceptualizacji rolniczego procesodukcji do modelu w postaci
sieci bayesowskiej. Ten rodzaj modeli, oprocz zalgtej wspomnianych, dostar-
cza przejrzystej konceptualizacji niepewaioi ryzyka, nieodicznie tkwicych
w produkcji rolniczej, oraz ich miar igeiowych w postaci rozktadéw prawdopo-
dobieastwa. Bayesowski mechanizm rozumowania probabdistggo, bardzo
prosty w swojej istocie i dgki temu uniwersalny, ma zadziwige bogactwo
praktycznych interpretacji. Jego wajest ztazonas¢ obliczeniowa ale opracowane
w ostatnich latach algorytmy wnioskowania przybfiego sprawiaj ze nawet
dwze sieci g obliczeniowo efektywne.

Konceptualizacja przedmiotu modelowania

Rolnicze procesy produkcyjne nadedo tej kategorii bytéw, ktére widzimy i opi-
sujemy i o ktorych rozumujemy tak jak je poznajei@yud, jako punkt wyjcia do

zbudowania upoeglkowanej konceptualizacji dzidteskladajcych s¢ na proces
produkcyjny przygto schemat elementarnego cyklu kognitywnegmzpoznanie

problemw — <wybér dziataniz — <wykonaniell. Poszczegolne fazy tego cy-

klu nalezy zinterpretowa odpowiednio do specyfiki modelowanego procesu. W

typowym procesie produkcji §bnnej mazna wyr@ni¢ trzy kategorie dziata

— dzialania inicjujce proces — wybor stanowiska pod upgauprawa pgniwna
i przedsiewna oraz siew,

— dzialania kontroli i ochrony procesu — kontrolanstauprawy pod #em
typowych mdaliwych zagraen i wynikajace z niej dzialania uprzedzag,
interwencyjne i korekcyjne,

— dziatania kaczace proces — zbior plonu, w tym ewentualne dziatamzygo-
towujace zbior i kaczace cykl uprawowy.

Wszystkie te dziataniaastemporalnie uporglkowane i skutki, gtéwne oraz
uboczne, dziafa wczeniejszych maj wpltyw na wybor dziala p&zniejszych w
zakresie jednego, a nawet wielu cykli produkcyjnydételi do tego dodamy ak-
tywny udziat czynnikbw pogodowych i biologicznyategatywnych lub sprzyjaj
cych, to mamy do czynienia z problemem, w ktorynbérydziata zalery nie tyl-
ko od wyniku rozpoznania sytuacji poprzedeaj, ale réwnie od predykcji ich
skutkow - chwilowych i opgnionych, krétko i diugo terminowych. Traffopre-
dykcji skutkdw dziaté technologicznych wymaga doktadnych i sgonych ze
soly prognoz biologicznych i agrometeorologicznych.dPazy biologiczne doty-
cza zdarzé fenologicznych w cyklu rozwojowym uprawianejliay i w sprzzo-
nych z nim cyklach rozwojowych agrofagéw.
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Reprezentacja rolniczego procesu produkcyjnego w ezyku sieci
bayesowskich

Przedstawiony wiej schemat konceptualizacyjny implikuje ooma modulary-
zack sieci bayesowskich i topolagiposzczeg6lnych modutéw. Modularyzacja
sieci jest tu istotna co najmniej z trzech powodéw:

— moduly majg sztywry topologe odwzorowujca istotra wiedz przyczynowo
skutkows,

— algorytmy uczenia maszynowego na poziomie estynreagjunkowych rozkia-
dow prawdopodobiestwa g znacznie efektywniejszezalgorytmy jednocze-
snego uczenia topologii i rozkladéw prawdopodébiwa, a pobranie danych
do uczenia maszynowego nie wymaga przeszukiwamigidt sciezek w ba-
zach danych,

— moduly g skladnikami do wielokrotnegozycia, a majc odpowiednio bogate
repozytorium modutéw mama proces budowy modelu sprowaddp automa-
tyzowalnej operacji wyboru i sktadania modutow.

Niezbedne g dwa rodzaje modutdw — diagnostyczne i predykcyjhmaduty
diagnostyczne sha do rozpoznawania ogolnie rozumianego stanu pl@ntac
np. rodzaju, zakresu i poziomu zagmd na podstawie samoistnie pojavi@ych
sig i obserwowalnych ich objawéw, a nawet zanim onstapya. Sie€ odpowiada-
jaca takim modutom zawiera dwa rodzajezWdw. Wezty wskpujace, reprezentu-
jace przyczyny, np. zagtenia (bezpérednio nie obserwowalne) orazemy
Zskpujace, reprezentage objawy. Rozpoznanie (diagnoza) jest tu wynikiem
wnioskowania polegagego na wyjénianiu obserwowalnych skutkéw w katego-
riach nieobserwowalnych przyczyn. Specyfikujemyawbyj i otrzymujemy diagno-
zy odnanie przyczyn z doktadricia do rozkiadu prawdopodoliistwa nad ma-
liwymi przyczynami. Moduty diagnostyczne mp@y¢ w zalenosci od potrzeb
dalej rozbudowywane. Mma w nich umieszczadtuzsze tacuchy przyczynowo
skutkowe, jeeli objawy nie g bezpadrednimi skutkami diagnozowanych przy-
czyn. Poprzez dodawaniee®éOw reprezentujcych symptomy, ktérych obserwacja
wymaga dodatkowych pomiaréw oraz szeregowanie symitv wedtug kosztow
pomiaréw, diagnostyczna siebayesowska odwzorowuje rownigpetny cykl
rozumowania hipotetyczno-dedukcyjnego. Dla dedukegp domknicia cyklu
wystarczy zafiksowa najbardziej prawdopodohnhipotez jako ,twardy fakt”

i znalez¢ wsrdéd niesprawdzonych jeszcze symptomow taki, ktéajlepiej lub
najtaniej weryfikuje dagphipotez.

Drugi z wyzej wspomnianych rodzajow modutéw potrzebny jespdedykcji pro-
cesOw w zalenoici od podgtych decyzji przed wykonaniem dziata nich wyni-
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kajacych. Do tego potrzebne, sieci nazywane dynamicznymi. 8idynamiczna
opisuje ewolugj tacznego rozktadu prawdopodobgwa w czasie. Aktualnie,
sieci dynamiczne tworzone g dwoch sieci o takiej samej topologii (oproczhtyc
weztow sieci, ktore nie ewoluajw czasie), ale o rozktadach prawdopodabiea
odpowiadajcych dwdém przekrojom czasowym modelowanego procediegtym
o staty krok czasu [Murphy 2002]. Przechodzenieprekolejnych krokéw czasu
odbywa st za pomog petli iteracyjnej. Zmiar rozktadéw prawdopodohistwa
pomidzy dowolnymi gsiednimi przekrojami w czasie rma w sposob jawny
uzalezni¢ od numeru kroku czasu.

Chocia siet bayesowska nie jest modelem optymalizacyjnym ayitginym zna-
czeniu, to mee by uzyta do optymalizacji decyzji. Do tego celu msadoy¢ wyko-
rzystany fakt,ze formalnie, dowolnym weztom sieci mana przypisa pazadarg
wartas¢ (,twardy fakt”) lub paadany rozktad prawdopodolistwa (,miekki
fakt”) i obliczy¢ aposterioryczny rozktad prawdopodatseva nad warteciami
pozostatych wztow. Ten mechanizm nazyweesiozumowaniem what if’. Jezel
w sieci wyodebnimy wezly reprezentujce cel optymalizacji (mie ich by kilka),
ograniczenia oraz zmienne decyzyjne, to poszukisvaptymalnego rozwkania
problemu, mena sprowadz do przeszukiwania zakreséw waxtd zmiennych
decyzyjnych a spetnione zostanie kryterium optymalizacji. Porazwvezty
w sieci bayesowskiej reprezentigmienne losowe, to jako kryterium optymaliza-
cji przyjmujemy maksymalizaej(minimalizacg) pewnych statystyk zwzanych
z rozktadem prawdopodolgistwa zmiennej reprezengggej cel optymalizacji.

Przyktad

Jako dziedzia modelowania wybrano proces produkcji pszenicy efirBtosowa-
ny tu model pajciowy i schematy rozumowania mp@y¢ uzyte do modelowania
réwniez innych upraw.

Wiedz przedmiotow z zakresu produkcji pszenicy ozimej zaczegmiprzede
wszystkim z zaledelnstytutu Ochrony Rdin [www.ior.poznan.pl].

Na rysunku 1 pokazano elementarny modut diagnosyydZelem rozpoznawania
jest tu faza - a dokladniej stadium rozwojowe pgaemvyrazone w jednostkach
rozszerzonej skali fenologicznej BBCH [Meier U. (¢@001]. Skala fenologiczna
jest rodzajem zegara biologicznego uprawiandjmg, z ktérym zsynchronizowa-
ne g zegary biologiczne agrofagéw.aft od poprawnego rozpoznania stadium
rozwojowego rélin zalezy trafnas¢ lokalizacji w czasie wszelkich dziatglono-
chronnych.

324



Zastosowanie sieci bayesowskich...
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Rys. 1. Rozpoznawanie stadium rozwojoweghnro
Fig. 1. Plants developmental stage recognition

Sie¢ pokazana na rys. 1 dotyczy rozpoznawania stadiawajowego poprzez
analiz pokroju ralin i sktada s¢ z dwéch wzidw. Wezel wstpujacy reprezentu-
je rzeczywiste stadium rozwojowe ezt zstpujacy — wynik rozpoznawania.
Pokazane rozklady prawdopodalseva dotycz sytuacji, w ktorej jeeli wynik
rozpoznawania jest jednoznacznie BBCH 30 to rzetstgwstadium rozwojowe
jest z jednakowo diym prawdopodobigstwem BBCH 30 lub BBCH 31 i pomi-
jalnie matym prawdopodohistwem BBCH 28 lub BBCH 32. Ten rozkiad jest
miara niepewndci co do rzeczywistego stadium rozwojowego. Latwovearyc¢,

ze taki model mge by réwniez uzyty do testowania uktadu rozpozaeggo, nie-
zaleznie czy jest to ,,0ko— moézg” ludzkiego eksperta czy komputerowy system
rozpoznawania obrazéw.

Sledzaic wskazania zegara fenologicznego, wiemy kiedy ayalerzeprowadi
lustracg uprawy pod ktem wysepowania specyficznych i gkaych dla uprawia-
nej rasliny agrofagéw. Do podiia decyzji odnénie zabiegu ochronnego wyma-
gane jest rozpoznania agrofaga oraz zakresu iist@onaenia uprawy.
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Elementarny model problemu rozpoznawania agrofegfaeinalogiczny jak na rys. 1.
Jego konkretyzagjpokazano na rysunku 2 na przyktadzie rozpoznawamiz-
niaka prawdziwego zlid traw. Wezet wstpujacy sieci reprezentuje obiekt rozpo-
znawania, tj. wysipienie lub nie konkretnego patogena, @& zstpujacy wynik
rozpoznawania (wynik okénego testu na wygbowanie).

Rozpoznawanie maczniaka prawdziwego
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Rys. 2. Rozpoznawanigozniaka prawdziwego
Fig. 2. Wheat powdery mildew (Blumeria gramingpf tritici) recognition

Aktualnie stosowas metod rozpoznawania jest analiza wzrokowa obrazu obja-
woOw na léciach i poréwnywanie ich z obrazami wzorcowymizeBy zmniejsz§
ryzyko bkdow rozpoznawania, oprdécz obserwacji zmian patologich gotym
okiem, zaleca giobserwacje pod luplub mikroskopem. Na ogét wystarcza to do
uniknigcia pomytek w przypadku wygtowania zmian wywotywanych przez
czynniki abiotyczne [Syngenta 2005]. Dlategoénia si¢ pokazana na rysunkd2

D Uzyte tu wzorcowe obrazy objawow zostaly zaczegtenz atlasu choréb zhgSyngenta 2005].
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ma trzy wzly zskpujace, oznaczone etykietami Test W, Test L i Test M,
reprezentujcymi odpowiednio: obserwaghieuzbrojonym okiem, obserwagpod
lupa i pod mikroskopem. Rozkfady prawdopodatsva pokazane na rys. 2 odno-
sz sie do sytuacji, gdy rozpoznanie wykonano tylko gotgkiem i jego wynik
uznano jako jednoznacznie pozytywny. Wowczas prawdobigistwo tego,ze
patogen rzeczyétie wystpuje jest rbwne 0,69. Pozostate testyadajipowiednio
wynik 0,80 i 0,90.

Jak juz wczeniej wspomniano, model taki me by uzyty do oceny jakéci ukta-
du rozpoznajcego. Kady z pokazanych tu trzech testéw maairarazliwosé

i specyficzné¢. Miara wrazliwosci testu jest warunkowe prawdopodatsgvo
pozytywnego wyniku pod warunkienze rozpoznawany patogen rzeczioie
wystepuje. Sid, azeby obliczy wrazliwosé testow naley zad@ wystpowanie
patogena jako ,twardy fakt”. Pokazano to na rysuBkuak nalgato oczekiwa,
najwicksz wrazliwos¢ ma test ,obserwacja pod mikroskopem”. SpecyfiéZno
testu definiujemy jako warunkowe prawdopoddisigvo tego,ze wynik testu
bedzie negatywny, pod warunkiere patogen nie wygpuje. Specyficzng obli-
czamy analogicznie jak wibwos¢, zadajc niewysgpowanie patogena jako
JLwardy fakt”.
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Rys. 3.  Wrdiwosé testéw
Fig. 3. Tests sensibility
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Sposoéb peiczenia modutdw diagnostycznych z pozostatymi madukieci wyni-
ka z odpowiedzi na pytanie o to, jakiealy sieci okrélaja rozktad prawdopodo-
bienstwa wysipienia diagnozowanej przyczyny lub stanu oraz jakieziow wa-
runkowe prawdopodobistwo zaleéy od wystpowania zagrzenia. Odpowiegd na
drugie pytanie jest oczywista -4 $0 wezly decyzyjne. Odpowiedna pierwsze
pytanie zalgy od tego, co jest przedmiotem diagnozowania. Wyadku diagno-
zowania zagrzen powodowanych przez czynniki biologicznedaie to wzet re-
prezentujcy stadium rozwojowe uprawianejstmy oraz wezly reprezentujce
czynniki sprzyjagce i byt maze czynniki powstrzymuagce wysapienie zagreenia.
Taka przyktadows konstrukcg pokazano na rysunku 4.

Czynniki sprzyjajace wystapieniu
zagrozZenia

Podatnosé odmiany

Zageszczona
plantacja
Ciepta i wilgotna
pogoda

Intensywne
nawozenie azotowe

Wynik rozpoznania
stadium rozwojowego

75
Stadium rozwojowe
roslin

Synergistyczny efekt
czynnikéw sprzyjajacych

przestrzenny
porazenia

Dziatanie
ochronne

Zalecane srodki
ochrony

Rys. 4. Przyktaditzenia modutow
Fig. 4. Example of module assembling
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Podsumowanie

Problem modelowania rolniczego procesu produkcyyneg pomog sieci bay-
esowskich przedstawiono z perspektywy projektow&ormputerowych systeméw
reprezentacji wiedzy. Konceptualizadjwynikajace z niej mechanizmy rozumo-
wania odnénie ztazonego procesu produkcji oparto na uniwersalnym reelcee
pojeciowym:- <rozpoznanie problemu — <wybor dziataniz —» <wykonanie.
Ten schemat konceptualizacyjny implikuje ckoma modularyzagj sieci bay-
esowskich i topologi modutéw. Wyodgbniono dwa rodzaje modutéw: diagno-
styczne i prognostyczne. Odpowiagdane dwém znanym mechanizmom rozumo-
wania probabilistycznego w sieciach bayesowskicld -skutkéw do przyczyn i od
przyczyn do skutkow.
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APPLICATION OF BAYESIAN NETWORKS IN MODELING
OF AGRICULTURAL PRODUCTION PROCESS

Summary

Problem of agricultural production modeling withy®aian Networks is discussed
from the perspective of building knowledge repréaton systems in agricultural
domain. Universal conceptualization schema of gctinchanging and uncertain
environments as cognitive cycles, implies the nafetivo elementary modules of
BN, namely the recognition (diagnostic) and predictmodule. Building BN
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model of agricultural production process can beodgmsed into the design of
elementary modules repository and then appropciateposing entire models with
modules. Conceptualization and design of diagnasiat predictive modules, and
then their linkage rules was shown on the examptascerned winter wheat
production.

Key words: agricultural knowledge representation systemsdyebon process
modeling, Bayesian networks, modularization andmasttion rules
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